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C  

   ́  L

 CḾ
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OPTIMIZACIÓN GLOBAL VIA SUB-ESTIMACIÓN
LINEAL A TROZOS

Br. Yulimar González Rodríguez

RESUMEN
Dada una función enRn con varios mínimos locales, la fina-

lidad es encontrar el mínimo global de dicha función. Para

ello se puede aproximar la función con una función lineal a

trozos o una función cuadrática convexa a trozos mediante

puntos de muestra, cuyo mínimo es una aproximación del

mínimo global de la función original.
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Capítulo 1

Preliminares

1.1. El problema de optimización

Un problema de optimización trata de tomar una decisión óptima para maximizar

(ganancias, velocidad, eficiencia, etc) o minimizar (costos, tiempo, riesgos, error, etc)

un criterio determinado. Las restricciones significan que no cualquier decisión es posi-

ble.

La optimización o también denominada programación matemática intenta dar res-

puesta a un tipo general de problemas de la forma:

mı́n f (x), x ∈ C ⊆ Rn, (1.1)

donde x = (x1, x2, . . . , xn)t es un vector y representa variables de decisión, f : C → R es
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llamada función objetivo y representa o mide la calidad de las decisiones (usualmente

números enteros o reales) y C es el conjunto de restricciones o región factible del

problema.

Algunas veces es posible expresar la región factible C como solución de un sistema

de igualdades o desigualdades. En esos casos, el problema de optimización se formula

de la forma siguiente

mı́n
x∈Rn

f (x)

s. a. hi(x) ≤ 0, i ∈ I, (1.2)

g j(x) = 0, j ∈ E,

donde hi, g j : Rn → R y I y E son conjuntos de índices.

Dado un punto factible x̄ ∈ R del problema (1.2) denotamos por A(x̄) al conjunto

de todas las restricciones que se cumplen como igualdad que en el futuro llamaremos

restricciones activas del punto x̄, es decir

A(x̄) = E ∪ {i ∈ I |hi(x̄)} . (1.3)

Definición 1. [8] Dado un punto x∗ ∈ R. Diremos que A(x∗) cumple con la condi-

ción de independencia lineal de las restricciones si el conjunto de los gradientes de las

restricciones activas {∇hi(x∗) : i ∈ A(x∗)} ∪
{
∇g j(x∗) : j ∈ E

}
son linealmente inde-

pendientes.

Teorema 1 (Condición necesaria de primer orden). [8] Sea x∗ una solución local de

(1.2) tal que A(x∗) cumple la condición de independencia lineal de las restricciones.
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Entonces existen vectores λ∗, µ∗ llamados multiplicadores de Lagrange, con componen-

tes λ∗i , i ∈ I y µ∗j, j ∈ E, tal que las siguientes condiciones se cumplen en (x∗, λ∗, µ∗)

∇xL(x∗, λ∗, µ∗) = 0,

gi(x∗) = 0 para todo i ∈ E,

hi(x∗) ≥ 0 para todo i ∈ I, (1.4)

λ∗i ≥ 0 para todo i ∈ I,

λ∗i hi(x∗) = 0 para todo i ∈ I,

donde L(x, λ, µ) = f (x) −
∑
i∈I

λihi(x) −
∑
j∈E

µ jg j(x).

Las condiciones necesarias de optimalidad (1.4) son conocidas como condicio-

nes de Karush-Kuhn-Tucker. Un punto (x, λ, µ) que satisface (1.4) es llamado punto

Karush-Kuhn-Tucker, o en forma abreviada, punto KKT.

Veamos un pequeño ejemplo ilustrativo [8],

mı́n(x1 − 2)2 + (x2 − 1)2

s.a

 x1
2 − x2 ≤ 0

x1 + x2 − 2 ≤ 0

Ahora tenemos que,

g(x) = (x1 − 2)2 + (x2 − 1)2 y C(x) =

C1(x)

C2(x)

 =
 −x1

2 + x2

−x1 − x2 + 2


La Figura 1.1 muestra los contornos de la función objetivo g(x). También ilustra

la región factible C (la región sombreada), que es el conjunto de puntos que cumplen
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x1

x2

c1

c2

Contorno de g

Figura 1.1: Representación geométrica del problema.

todas las limitaciones.

1.2. Matrices definidas positivas

Definición 2. [1] Sea x ∈ Rn y p ∈ [1,∞), la norma p denotada por ‖x‖p, es la función

‖ · ‖p| : Rn −→ [0,+∞) dada por: ‖x‖p =
(∑n

k=1 |x|
p) 1

p .

Las matrices simétricas tienen especiales propiedades, en particular, respecto a sus

autovalores y autovectores. ‖ · ‖ denota la norma matricial inducida.

‖A‖ = máx
‖x‖=1
‖Ax‖

Proposición 1. [1] Sea A ∈Mn×n(R) una matriz simétrica. Entonces

(a) Los autovalores de A son reales.
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(b) A tiene un conjunto ortogonal de autovectores no nulos x1, x2, . . . , xn.

(c) Si ‖xi‖ = 1 i = 1, . . . , n en (b), entonces

A =
n∑

i=1

λixixτi

λi, . . . , λn son los autovalores de A, asociados a x1, . . . , xn respectivamente.

Definición 3. [1] Sea A ∈ Mn(R) simétrica. Diremos que A es definida positiva si

xT Ax > 0 ∀x ∈ Rn, x , 0. A es semidefinida positiva si xT Ax ≥ 0 ∀x ∈ Rn.

Proposición 2. [1] Sea A ∈Mm×n(R)

(a) AT A es semidefinida positiva. AT A es definida positiva si rang(A) = n. En particu-

lar, si m = n, AT A es definida positiva si y solo si A es no singular.

(b) Si m = n y A es simétrica, A es semidefinida positiva (definida positiva) si y solo si

todos sus autovalores son no negativos (positivos).

(c) La inversa de una matriz simétrica definida positiva es definida positiva.

(d) A es simétrica definida positiva si el det(4k) > 0, k = 1, . . . , n donde

4k =


a11 . . . a1k

...
. . .

...

a1k . . . akk

 .
Definición 4. Una función cuadrática viene dada por

q(x) = α + ctx +
1
2

xtHx,

donde α ∈ R, c ∈ Rn y H ∈ Rn×n.

5



f es una función cuadrática estrictamente convexa si H es simétrica definida

positiva.

f es una función cuadrática estrictamente cóncava si H es simétrica definida

negativa.

1.3. Conjuntos convexos, funciones convexas

Definición 5. [6] C es un conjunto convexo si para cada par (x, y) ∈ C × C se cumple

que αx + (1 − α)y ∈ C, ∀α ∈ [0, 1]. La expresión αx + (1 − α)y es el segmento de recta

que une a x con y, es decir: C es convexa si para cada par de puntos de él, el segmento

que los une está totalmente incluido en C.

Conjunto no convexo Conjunto convexo

  x

   y 

x y

Figura 1.2: Conjunto convexo y no-convexo

Definición 6. [6] Sea C ⊆ Rn un conjunto convexo no vacío. Una función f : C → R

se llama convexa en C cuando, para todo par (x, y) ∈ C × C y para todo α ∈ [0, 1], se

tiene

f (αx + (1 − α)y) ≤ α f (x) + (1 − α) f (y). (1.5)
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x y

f

f(x)

f(y)

Figura 1.3: Función convexa

Una función cóncava es lo opuesto de una función convexa, es decir, f es una

función cóncava entonces (− f ) es una función convexa. Así su definición sería,

Sea C un conjunto convexo no vacío en Rn. Una función f : C → R se llama cóncava

en C cuando, para todo par (x, y) ∈ C ×C y para todo α ∈ [0, 1], se tiene

f (αx + (1 − α)y) ≥ α f (x) + (1 − α) f (y). (1.6)

x y

f

f(x)

f(y)

Figura 1.4: Función cóncava

Definición 7. [8] Sea f : C ⊆ Rn → R una función, esta tiene un mínimo global en

x∗ ∈ C si se cumple

f (x∗) ≤ f (x), ∀x ∈ C (1.7)
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y de forma similar sería, Sea f : C ⊆ Rn → R una función, x∗ ∈ C es un mínimo local

de f si existe una vecindad B(x∗) de x∗ tal que

f (x∗) ≤ f (x), ∀x ∈ B(x∗) (1.8)

x1 x2

B(x1)

f

f(x1)

f(x2)

Figura 1.5: Mínimo local (x1) en una vecindad de x1 y el mínimo global x2 de la función.

Hay funciones que el gradiente en un punto no es fácil de encontrar o simplemente

no existe, por ello surge el supergradiente para funciones cóncavas y el subgradiente

para las funciones convexas. Así podríamos definirlas como [4]:

Sea f : Rn → R una función cóncava, el vector ∂ f (x) es un supergradiente de f

en x, con x ∈ Rn, si satisface lo siguiente:

f (y) − f (x) ≤ ∂ f (x)(y − x) para cualquier y ∈ Rn. (1.9)

Sea f : Rn → R una función convexa, el vector ∂ f (x) es un subgradiente de f

en x, con x ∈ Rn, si:

f (x) − f (y) ≥ ∂ f (x)(x − y) para cualquier y ∈ Rn. (1.10)
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f

f(x)

f(y)

x y

Figura 1.6: Supergradiente de f

f

f(x)

f(y)

x y

Figura 1.7: Subgradiente de f
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Capítulo 2

Sub-estimador cuadrático.

2.0.1. Sub-estimador cuadrático.

Definición 8 (Sub-estimador cuadrático). [7] Sea f : Rn → R, y consideremos la

data (x j, y j) con x j ∈ Rn y y j = f (x j), j = 1, . . . ,m , un sub-estimador cuadrático

estrictamente convexo de la función f es una función de la forma

q(x) = α + ctx +
1
2

xtHx,

donde α ∈ R, c ∈ Rn y H ∈ Rn×n es una matriz simétrica definida positiva, que cumple

q(x j) 6 y j

Dado un conjunto {x1, x2, . . . , xm}, se puede obtener un sub-estimador cuadrático
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resolviendo el siguiente problema de ajuste:

mı́n
α,c,H

m∑
j=1

(
y j −

(
α + ctx j +

1
2

(x j)tHx j

))
s.a α + ctx j + 1

2 (x j)tHx j 6 y j, j = 1, . . . ,m,

H, S .D.P.

f

.

.

.

.

Figura 2.1: Sub-estimador cuadrático

Aproximar una función mediante un sub-estimador cuadrático puede ser impreciso

(ver [4]) y además la condición definida positiva de la matriz H es complicado obtener

y en consecuencia q puede no ser un buen sub-estimador. Es por ello que se propone

estudiar el sub-estimador cuadrático a trozos.
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2.0.2. Sub-estimador cuadrático a trozos.

El problema que estamos interesados en resolver es encontrar el mínimo global de

una función f : Rn → R. Consideremos la data:

f (x j) = y j, j = 1, . . . ,m. (2.1)

Definición 9 (Sub-estimador cuadrático a trozos). [5] Una función convexa a trozos es

de la forma:

q(x; p) := mı́n
16i6`

αi + (ci)tx +
1
2

xtHix, (2.2)

donde αi ∈ R, ci ∈ Rn y Hi ∈ R
n×n es una matriz simétrica definida positiva y pi

representa las variables (αi, ci,Hi) como sigue:

pi :=


αi

ci

Hi

 , i = 1, 2, . . . , l, p :=


p1

...

p`


Nuestra aproximación para un sub-estimador de f (x) se obtiene resolviendo el si-

guiente problema de minimización.

mı́n
α,c,H

m∑
j=1

(
y j −

(
mı́n
16i6`

αi + (ci)tx j +
1
2

(x j)tHix j

))
s.a mı́n

16i6`
(αi + (ci)tx j +

1
2

(x j)tHix j) 6 y j, j = 1, . . . ,m,

Hi S.D.P.
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Figura 2.2: Sub-estimador cuadrático a trozos con ` = 2
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Capítulo 3

Sub-estimación lineal a trozos

El problema que estamos interesados en resolver es encontrar el mínimo global de

una función f : Rn → R, dados m valores de la función f

f (xk) = yk, k = 1, ...,m.

Definición 10 (Sub-estimador lineal a trozos). [4] Una función lineal a trozos viene

dada por:

p(x) = α + ctx + ‖Ax + b‖1, (3.1)

donde α ∈ R, c ∈ Rn, A ∈ R`×n y b ∈ R`, donde ` es el número de funciones lineales

que generan esta sub-estimación lineal a trozos.

p debe cumplir:

p(xk) 6 yk

Así el problema de encontrar un sub-estimador de f está dado por el siguiente
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problema de minimización

mı́n
α,c,A,b

m∑
k=1

(
yk −

(
α + ctxk + ‖Axk + b‖1

))
s.a. α + ctxk + ‖Axk + b‖1 6 yk, k = 1, . . . ,m.

(3.2)

O. L. Mangasarian y R. R. Meyer (1979) [3] probaron que el problema (3.2) tiene

los mismos puntos Karush-Kuhn-Tucker que el problema

mı́n
α,c,A,b,sk

m∑
k=1

(
yk −

(
α + ctxk + et|Axk + b|

)
+ εetsk

)
s.a α + ctxk + etsk 6 yk, k = 1, . . . ,m

−sk 6 Axk + b 6 sk, k = 1, . . . ,m,

(3.3)

donde ε ∈ (0, ε̄] para algún ε̄ > 0 y sk ∈ R`, k = 1, . . . ,m, y e ∈ R` es un vector de

unos.

f

Figura 3.1: Sub-estimador lineal a trozos con ` = 3
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Lema 1. [6] Sea f una función convexa y sea C un conjunto poliédrico convexo no

vacío contenido en el dominio de f . Supongamos que C no tiene líneas que van al

infinito y que f es acotada sobre C entonces el supremo de f en C es alcanzado en uno

de los extremos de C.

Proposición 3 (Solución de la existencia de un vértice). [4] Supongamos que la región

factible del problema de programación lineal (3.3) no tiene líneas rectas que van al

infinito en ambas direcciones, entonces existe una solución vértice al problema.

Demostración. Sabemos que la función objetivo de (3.3) es cóncava y acotada en la

región factible, en efecto, del conjunto tenemos

−sk ≤ Axk + b ≤ sk

Por propiedad de valor absoluto y multiplicando por et se obtiene,

et|Axk + b| ≤ etsk, sk ≥ 0 (3.4)

Luego sustituyendo (3.4) en la región factible vemos que esta acotada inferiormente

yk − (α + ctxk + et|Axk + b|) + εetsk ≥ yk − (α + ctxk + etsk) + εetsk

Y esto es equivalente a,

yk − (α + ctxk + et|Axk + b|) + εetsk ≥ yk − α − ctxk − (1 − ε)etsk (3.5)

Ahora veamos que la región factible de (3.3) es un conjunto poliédrico no vacío, para

esto tomemos, c = 0, A = 0, b = 0, sk = 0 para k = 1, ...,m y α = mı́n
k=1,...,m

yk.

tenemos que

α + ctxk + etsk ≤ yk, k = 1, . . . ,m

16



Luego, sustituimos valores,

α + 0xk + et0 ≤ yk

Así,

α = mı́n
k=1,...,m

yk ≤ yk

Y de

sk ≤ Axk + b ≤ sk

Sustituyendo valores,

0 ≤ 0xk + 0 ≤ 0

Por tanto la región factible de (3.3) es un conjunto no vacío.

Por otro lado, el problema matemático (3.3) es equivalente a

máx
α,c,A,b,sk

−

m∑
k=1

(
yk − (α + ctxk + et|Axk + b|) + εetsk

)
s.a α + ctxk + etsk ≤ yk, k = 1, ...,m

−sk ≤ Axk + b ≤ sk, k = 1, . . . ,m

(3.6)

la cual cumple que la función objetivo de (3.6) es convexa y es acotada superiormente

ya que (3.3) esta acotada inferiormente y la región factible es un conjunto poliédrico

convexo. Ahora aplicando el Lema (1) tenemos que existe una solución vértice del

problema minimización (3.3). �

Algoritmo de linealización sucesiva (SLA).

Denotemos θ(z) =
m∑

k=1

(
yk −

(
α + ctxk + et|Axk + b|

)
+ εetsk

)
que es la función objetivo

17



del problema (3.3) y su región factible por

Z =

z ∈ R1+n+`+`n+`+`m

/
α + ctxk + etsk 6 yk, k = 1, . . . ,m

−sk 6 Axk + b 6 sk, k = 1, . . . ,m,


entonces (3.3) puede ser escrita como

mı́n
z∈Z

θ(z). (3.7)

Para el estudio del algoritmo SLA debemos evaluar el supergradiente de la función

objetivo (3.3). Primero representaremos a las variables de optimización de (3.3) por

z ∈ R1+n+`+`n+`+`m,

z =



α

c

Ai
t

b

sk


(3.8)

donde α ∈ R, c ∈ Rn, A ∈ R`×n, Ai =

(
ai1 ai2 . . . ain

)
y b ∈ R`, donde ` es el

número de funciones lineales que generan la sub-estimación lineal a trozos.

Un supergradiente de θ(z) con respecto a z es dado por,

∂θ(z) =
m∑

k=1

−



1

xk

∂|Aixk + bi|xk, i = 1, 2, ..., `

∂|Aixk + bi|, i = 1, 2, ..., `

− 1
mεe


(3.9)
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donde e ∈ R`m, para i = 1, 2, ..., ` y k = 1, 2, ...,m:

∂|Aixk + bi| =


1 si Aixk + bi > 0

∈ [−1, 1] si Aixk + bi = 0

−1 si Aixk + bi < 0

 (3.10)

Algoritmo 1. Algoritmo de linealización sucesiva (SLA).[4] Comienza con un z0 ∈

R1+n+`n+`+`m al azar. Si tenemos zi, determinar zi+1 como una solución vértice del pro-

grama lineal:

mı́n
z∈Z

∂θ(zi)(z − zi) (3.11)

es decir: zi+1 ∈ arg vertex mı́n
z∈Z

∂θ(zi)(z − zi).

Parar cuando ∂θ(zi)(zi+1 − zi) = 0.

Demostraremos que este algoritmo termina en un número finito de pasos de la si-

guiente manera.

Lema 2 (Condición necesaria de optimalidad de principio mínimo). [2] Sea z̄ una

solución local de mı́n
z∈Z

θ(z) donde Z es un conjunto convexo en Rn y θ es una función

cóncava en Rn. Entonces z̄ satisface el siguiente principio mínimo

∂θ(z̄)(z − z̄) > 0, ∀z ∈ Z. (3.12)

Demostración. Sea z̄ un mínimo local, por definición tenemos que,

θ(z̄) 6 θ(y), ∀y ∈ B(z̄) ∩ Z, (3.13)

donde B(z̄) es una vecindad de z̄. Por otro lado tenemos por hipótesis que Z es convexa,

entonces para algún z ∈ Z que no pertenece a B(z̄), se deduce que, existe λ ∈ (0, 1) tal
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que

(1 − λ)z̄ + λz ∈ B(z̄),

Por lo tanto

θ(z̄) 6 θ((1 − λ)z̄ + λz) (3.14)

En consecuencia

0 6 θ((1 − λ)z̄ + λz) − θ(z̄)

Luego, por definición, si ∂θ(z̄) es un supergradiente de θ en z̄ se tiene

0 6 θ((1 − λ)z̄ + λz) − θ(z̄) 6 ∂θ(z̄)(((1 − λ)z̄ + λz) − z̄)

Así nos queda que

0 6 θ((1 − λ)z̄ + λz) − θ(z̄) 6 ∂θ(z̄)(λz − λz̄)

Entonces

0 6 λ∂θ(z̄)(z − z̄)

Y como λ > 0, se concluye que,

0 6 ∂θ(z̄)(z − z̄)

�

Teorema 2 (Terminación finita SLA). [2] Sea θ(z) una función cóncava enRn, acotada

inferiormente en Z. El SLA genera una sucesión finita de iterados {z1, z2, . . . , zī} estric-

tamente decreciente de los valores de la función objetivo: {θ(z1) > θ(z2) >, . . . , > θ(zī)}

tal que zī satisface la condición necesaria de optimalidad de principio mínimo:

∂θ(zī)(z − zī) > 0, ∀z ∈ Z (3.15)
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Demostración. Por hipótesis tenemos que θ es acotada inferiormente en Z, es decir,

−∞ < ı́nf
z∈Z
θ(z) 6 θ(z)

sumando −θ(zi) y aplicando definición de supergradiente obtenemos lo que sigue,

−∞ < ı́nf
z∈Z
θ(z) − θ(zi) 6 θ(z) − θ(zi) 6 ∂θ(zi)(z − zi), ∀z ∈ Z (3.16)

Esto se cumple para ∀ zi ∈ Rn, incluso para algún zi < Z , que ∂θ(zi)(z − zi) es acotado

inferiormente en Z, esto es por (3.16). Por lo tanto el programa lineal (3.15) tiene una

solución y es un vértice, digamos zi+1. Esto se debe a que Z es un conjunto poliédrico

convexo (Politopo). Se sigue para i = 1, 2, . . . , que

∀z ∈ Z : ∂θ(zi)(z − zi) > mı́n
z∈Z

∂θ(zi)(z − zi) = ∂θ(zi)(zi+1 − zi) (3.17)

Veamos que para zi ∈ Rn para i = 1, 2, . . . , tenemos que ∂θ(zi)(zi+1 − zi) 6 0, en efecto,

si definimos g(z) = ∂θ(zi)(z − zi) y tenemos que

g(zi+1) = mı́n
z∈Z

g(z)

Luego,

g(zi+1) 6 g(z), ∀z ∈ Z

Entonces se tiene,

g(zi+1) 6 g(zi) = ∂θ(zi)(zi − zi) = 0, zi ∈ Z

Por tanto g(zi+1) = ∂θ(zi)(zi+1 − zi) 6 0. Ahora se nos presentan dos casos. Caso (a):

∂θ(zi)(zi+1 − zi) < 0, el algoritmo dado no se para en la iteración i, por la definición de

supergradiente y la desigualdad estricta del caso (a) se tiene

θ(zi+1) − θ(zi) 6 ∂θ(zi)(zi+1 − zi) < 0
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Así,

θ(zi+1) 6 θ(zi) + ∂θ(zi)(zi+1 − zi) < θ(zi)

Por lo tanto,

θ(zi+1) < θ(zi), para i = 1, 2, . . . ,

Caso (b): ∂θ(zi)(zi+1 − zi) = 0, por el algoritmo tenemos que zi es solución de mı́n
z∈Z

θ(z) y

Z es un conjunto convexo, aplicando el Lema (2) tenemos que

∀z ∈ Z : ∂θ(zi)(z − zi) > 0 (3.18)

Debido que zi ∈ Z establecemos ī = i. El punto zī por lo tanto cumple con la condi-

ción necesaria de optimalidad de principio mínimo con zī = zi y zi posiblemente puede

ser solución global. Puesto que {θ(zi)}ī1 es estrictamente decreciente, θ esta acotada in-

feriormente en Z y Z es un conjunto poliédrico convexo, entonces la sucesión de los zi

es finita (ya que los zi son vértices de Z). �

Corolario 1 (Terminación finita de SLA). [4] Supongamos que la región factible Z

del programa lineal a trozos (3.3) no tiene líneas rectas que van al infinito en ambas

direcciones, la SLA genera una sucesión finita de vertices factibles {z1, z2, . . . , zī} de Z

estrictamente decrecientes de los valores de la función objetivo: {θ(z1), θ(z2), . . . , θ(zī)},

tal que θ(zī) satisface la condición necesaria de optimalidad de principio mínimo:

∂θ(zī)(z − zī) > 0, ∀z ∈ Z (3.19)

Demostración. Sabemos que θ(z) es cóncava y acotada inferiormente, luego aplican-

do el teorema (1) tenemos que la SLA genera una sucesión finita de vertices factibles
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{z1, z2, . . . , zt̄} de Z estrictamente decrecientes de los valores de la función objetivo:

{θ(z1), θ(z2), . . . , θ(zt̄)}, tal que θ(zt̄) satisface el mínimo principio de la condición nece-

saria de optimalidad:

∂θ(zī)(z − zī) ≥ 0, ∀z ∈ Z. (3.20)

�

Una vez terminado el algoritmo SLA, obtenemos un sub-estimador lineal a trozos

de la función original. Dado que nuestra meta es encontrar el mínimo global de la fun-

ción original, buscamos el mínimo global del sub-estimador para llegar a dicha meta.

En otras palabras, una vez obtenido el sub-estimador lineal a trozos debemos resolver

el siguiente problema

mı́n
x∈Rn

α + ctx + ‖Ax + b‖1. (3.21)

El problema (3.21) es equivalente a resolver el siguiente problema de programación

lineal

mı́n
x,y

α + ctx + ety

s.a. −y 6 Ax + b 6 y,

a1 6 x 6 a2,

donde a1, a2 son las cotas inferior y superior conocidas del vector x.

23



Ejemplo 1. Ahora nosotros generaremos una síntesis de una función cuadrática a

trozos no convexa como sigue:

y(x) = mı́n
j∈{1,...,r}

h j(x), (3.22)

donde h j(x), j = 1, . . . , r son funciones arbitrarias cuadráticas estrictamente convexas,

tales como:

h j(x) = β j + d jt x +
1
2

xt(0,5I + M jt M j)x, , j = 1, . . . , r, (3.23)

donde β j ∈ R, d j ∈ Rn y M j ∈ Rn×n son escogidos.

Algo interesante de la función cuadrática a trozos generada como ya vimos, es que

su solución exacta del mínimo global puede ser computado como sigue:

Proposición 4 (Solución exacta del mínimo global de (3.22) y (3.23)). [4] Un mínimo

global exacto de (3.22) y (3.23) viene dado por:

mı́n
j∈{1,...,r}

mı́n
x∈Rn

h j(x). (3.24)

Más específicamente,

mı́n
x∈Rn

y(x) = mı́n
j∈{1,...,r}

h j(x j), (3.25)

donde:

x j = (−0,5I + M jt M j)−1d j, j ∈ {1, . . . , r}. (3.26)

Demostración. Dado que h j, j = 1, ..., r son funciones cuadráticas estrictamente con-

vexas, podemos asegurar la existencia de mínimos de las funciones h j, j = 1, . . . , r.

Denotemos por x̄ j el mínimo global de h j, j = 1, 2, . . . , r. Entonces,

mı́n
x∈Rn

y(x) = mı́n
x∈Rn

mı́n
j∈{1,...,r}

h j(x)
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Aplicando el mı́n
j∈{1,...,r}

h j(x)

mı́n
x∈Rn

mı́n
j∈{1,...,r}

h j(x) = mı́n
x∈Rn
{h1(x), h2(x), . . . , hr(x)}

Tenemos entonces

mı́n
x∈Rn

mı́n
j∈{1,...,r}

h j(x) = h j̄(x̄ j)

Y esto es equivalente a

mı́n
x∈Rn

mı́n
j∈{1,...,r}

h j(x) = mı́n{h1(x̄1), h2(x̄2), . . . , hr(x̄r)}

Así

mı́n
x∈Rn

mı́n
j∈{1,...,r}

h j(x) = mı́n{mı́n
x∈Rn

h1(x),mı́n
x∈Rn

h2(x), . . . ,mı́n
x∈Rn

hr(x)}

En consecuencia se tiene que,

mı́n
x∈Rn

mı́n
j∈{1,...,r}

h j(x) = mı́n
j∈{1,...,r}

mı́n
x∈Rn

h j(x)

donde j̄ ∈ {1, 2, . . . , r}, es tal que j̄ = argmin{h1(x̄1), h2(x̄2), . . . , h1r(x̄r)}, es decir

h j̄(x̄ j̄) = mı́n
j∈{1,...,r}

h j(x j) Por lo tanto

mı́n
x∈Rn

mı́n
j∈{1,...,r}

h j(x) = mı́n
j∈{1,...,r}

mı́n
x∈Rn

h j(x) (3.27)

Veamos donde h j(x) toma su valor mínimo, para esto veamos para que puntos x j̄ la

derivada se anula o no existe.

Derivando h j̄(x j̄) tenemos,

h j̄(x j̄)′ = d j + x j̄(0,5I + M jt M j), , j = 1, . . . , r, (3.28)

Notamos que el único punto que anula a (3.28) es:

x j̄ = −(0,5I + M jt M j)−1d j, , j = 1, . . . , r, (3.29)

�
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Capítulo 4

Conclusión

Después de estudiar el trabajo hecho por Mangasarian, Rosen y Thompson (2004),

llegamos a las siguientes conclusiones:

Se ha encontrado un algoritmo que halla el mínimo de una función basada en sub-

estimación lineal a trozos. Dicho algoritmo consiste en resolver en cada iteración

un problema de programación lineal.

Otra estrategia que estudiamos consiste en la sub-estimación cuadrática, donde se

tiene la dificultad de encontrar una matriz definida positiva, problema que origina

usar la sub-estimación lineal a trozos mencionada anteriormente.

Seria un estudio interesante (en el futuro) aplicar un sub-estimador lineal a trozos

que fuese convexa a trozos para que solventara el de la mala estimación que
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produce el sub-estimador cuadrático.
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